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1 Contexte

Le LIUM termine actuellement un projet de collaboration avec la Direction Innovation et Recherche de
SNCF autour de la structuration d’un corpus de documents en thématiques. Les ressources lexicales
fournies par SNCF ont permis au LIUM de prendre connaissance de la richesse et des spécificités du
vocabulaire métier utilisé au sein d’entreprises telles que SNCF. Ce vocabulaire est parfois peu fréquent
dans les corpus mais d’après les experts, très important pour caractériser les documents. Par ailleurs,
ce vocabulaire contient des acronymes qui, pour environ 40% ne servent pas d’abréviations aux mêmes
groupes de mots. Le corpus de ce projet nous a permis de mettre en lumière trois verrous scientifiques
majeurs pour le traitement automatique efficace de ce type de documents en utilisant les plongements
lexicaux :

• Comment apprendre des plongements de bonne qualité pour du vocabulaire spécifique parfois
peu fréquent ?

• Comment apprendre des plongements pour des acronymes spécifiques ET polysémiques ?

• Comment évaluer les plongements appris ?

Le premier verrou scientifique est relatif à l’apprentissage de plongements lexicaux en langue de
spécialité. C’est un problème difficile qui, à notre connaissance, peut être approché soit via des
modèles capables de prendre en compte efficacement les basses fréquences (Levy et al. 2015), soit
via la production de connaissances (thésaurus, ontologies) de façon à limiter la taille du vocabulaire
spécifique à apprendre et à mutualiser les fréquences (Perinet, 2015), soit en utilisant des ressources
capables de guider l’apprentissage (Tissier et al. 2017). Dans notre cas, SNCF dispose de ressources
produites par des experts : lexiques et dictionnaires d’acronymes. Nous proposons donc d’écrire un
modèle capable de tirer parti de ces ressources particulières pour guider l’apprentissage de plongements
de bonne qualité pour ce vocabulaire spécialisé.

Nous pensons par ailleurs que cette approche, enrichie par une approche multi-prototypique telle
que dans Tian et al. (2014) peut également permettre de résoudre le second verrou. Dans ce genre
d’approches, il s’agit d’apprendre un vecteur différent pour chaque sens d’un mot, chaque vecteur étant
un prototype. Dans notre cas, le nombre de prototypes à apprendre pour chaque acronyme correspond
au nombre de définitions présentes dans le dictionnaire d’acronymes, et chaque définition pourra être
utilisée pour apprendre les prototypes qui leur correspondent. Le modèle que nous souhaitons proposer
aura en particulier la capacité de réaliser la désambigüısation en même temps que l’apprentissage des
prototypes.
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Enfin, le dernier problème concerne l’évaluation des modèles appris sur ces corpus. Pour cela,
SNCF nous permet d’accéder à des experts métier capables de réaliser des tâches d’annotation ou
d’évaluation. Nous souhaitons nous baser sur des travaux préliminaires qui nous ont permis de rendre
compte de la difficulté de ce travail et d’ouvrir des pistes (Dugué et al. 2019). Pour nous aider à
formaliser ce problème d’évaluation, nous pourrons faire appel à Jane Wottawa, linguiste experte des
tests de perception.

2 Profil idéalement recherché

Nous recherchons un.e jeune docteur.e (ou quelqu’un prêt à soutenir) en informatique, spécialisé.e
dans l’apprentissage automatique via des méthodes statistiques, habitué.e à travailler avec des données
textuelles. En particulier, un.e candidat.e idéal.e aurait déjà expérimenté des modèles de plongements
lexicaux. Nous cherchons également un.e bon.ne programmeu.r.se Python capable de produire une
librairie lisible et réutilisable. Enfin, le/la candidat.e doit très bien mâıtriser la langue française,
puisque les documents et le vocabulaire sont en français et qu’il s’agira de pouvoir analyser les résultats
dans ce contexte.

Candidater : Contacter nicolas.dugue@univ-lemans.fr, nathalie.camelin@univ-lemans.fr
avec pour sujet de mail ”[PolysEmY] Candidature”, et joindre un CV et une lettre de motivation. Si
vous avez soutenu votre thèse de doctorat, joindre les rapports.

3 État de l’art

Firth définit l’hypothèse distributionnelle en 1954 selon laquelle le sens d’un mot est décrit par ses
co-occurrences. Depuis, de nombreux travaux informatiques et linguistiques se basent sur cette as-
sertion pour apprendre des vecteurs capables d’encoder la sémantique du vocabulaire en utilisant de
grands corpus de données textuelles. Ces vecteurs, qu’on appelle plongements lexicaux ont montré
leur efficacité pour de nombreuses tâches d’apprentissage automatique : Analyse de sentiments [10],
traduction automatique [6], plongement de documents [5], reconnaissance de la parole [2], etc.

Les modèles d’apprentissage de plongements lexicaux ont usuellement pour objectif d’apprendre un
espace de représentation en faible dimension, continu et dans lequel les mots similaires en sens dans
la langue naturelle sont proches. Certaines méthodes se basent sur une factorisation de la matrice
de co-occurrences termes-termes [11, 16]. D’autres méthodes considèrent une tâche supervisée dans
laquelle il s’agit d’apprendre un espace dans lequel les mots qui co-occurrent sont proches en terme de
distance cosinus [14, 13, 3]. L’une des faiblesses de ces modèles appelés word embeddings en anglais,
est qu’ils aboutissent à l’apprentissage d’un vecteur par mot. Or, une grande partie du vocabulaire
est polysémique [7]. Les différents sens d’un mot se trouvent ainsi encapsulés dans un unique et
même vecteur. Pourtant, Li et Jurafsky [12] ont montré qu’il est important de tenir compte de la
polysémie pour certaines tâches telles que la similarité sémantique entre mots, phrases ou documents.
Ces tâches sont particulièrement pertinentes dans le contexte du projet, où nous souhaitons améliorer
la représentation des contenus pour faciliter la recherche d’information.

Pour leur étude sur l’impact de la polysémie sur les tâches classiques en traitement automatique du
langage, Li et Jurasfy [12] s’appuient sur des modèles existants. Ces modèles sont dits multi-prototype
ou multi-sense en anglais. Il s’agit d’obtenir un vecteur de plongement par sens, ces modèles sont donc
capables de tenir en partie compte de la polysémie. Ces modèles qui présentent un certain nombre
de faiblesses, notamment dans notre cas, fournissent une base solide sur laquelle nous appuyer pour
construire notre approche. Ainsi, les travaux de Reisinger et Mooney [17] et de Huang et al. [8] sont les
premiers à notre connaissance à traiter la polysémie : ils utilisent l’algorithme des K-moyennes pour
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décomposer les vecteurs en plusieurs prototypes censés représenter un sens différent pour les mots.
Des travaux plus récents font une hypothèse proche de celle-ci, ils considèrent chaque mot comme un
mélange sur K vecteurs de sens [1]. Neelakantan et al. [15] considèrent également un mélange de K
sens, l’optimisation de chacun des vecteurs de sens est alors faite en fonction des contextes les plus
probables pour chacun de ces sens. C’est également avec une modélisation probabiliste comme celle-ci
que Tian et al. [18] proposent d’apprendre K vecteurs par mots. Dans chacune de ces approches, le
modèle Skip-gram [13] est considéré comme une base, et K le nombre de sens est un paramètre du
modèle. D’autres travaux utilisent des bases de connaissances telles que Wordnet ou Babelnet pour
inférer le nombre de sens [9]. Ces modèles proposent parfois de faire la désambigüısation des sens dans
le corpus en même temps que l’apprentissage [4].

Nous souhaitons nous baser sur ces approches pour définir une tâche combinant la désambigüısation
des acronymes dans le corpus et l’apprentissage de vecteurs pour chacun des sens. En revanche, nous
ne disposons que d’une base d’acronymes limitée : moins riche que Wordnet en vocabulaire, et sans
organisation sémantique. De plus, nos corpus sont d’une taille bien plus limitée : moins de 10.000
documents dans notre cas d’étude réaliste. Ainsi, même s’il est envisageable d’utiliser des modèles basés
sur Skip-gram, des approches adaptées aux corpus de petite taille seront considérées. L’apprentissage
sera guidé par les dictionnaires d’acronymes SNCF qui fournissent une supervision distante. Enfin,
l’état de l’art propose une évaluation des représentations en utilisant des tâches de classification.
Nous souhaitons produire un processus d’évaluation experte adaptée à cette tâche et aux besoins
d’industrialisation de ce type de solutions.
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